TÓPICOS AVANÇADOS EM MODELOS DINÂMICOS

2º PERÍODO LETIVO 2004

DOUTORADO EM ESTATÍSTICA - IM-UFRJ

Professores: Dani Gamerman e Hedibert F. Lopes

Período letivo: 07 de junho de 2004 a 03 de setembro de 2004

Aulas: 
07/06 a 21/07: 2as e 4as feiras de 10 as 12h (Dani) 

02/08 a 18/08: 2as e 4as feiras de 8 as 10h (Hedibert)
23/08 a 03/09: 2as, 4as e 6as feiras de 10 as 12h (apresentações de trabalhos) 

Sala de aula: B106A 

Texto-base:

Dynamic models, escrito por Helio Migon, Dani Gamerman, Hedibert Lopes e Marco Ferreira, para a Encyclopedia of Statistics, voulme 24 sobre Bayesian Modeling .

Pré-requisitos:

modelos dinâmicos (West and Harrison,1997) e domínio de uma linguagem de baixo nivel (C/C++,Fortran) e de um pacote R, Ox, S-plus, MATLAB.

Avaliação:
1. Trabalhos práticos (3 por aluno) – 60% ( = 20% + 20% + 20% )
2. Apresentação de seminários (2 por aluno) – 20% ( = 10% + 10% )
3. Relatórios sobre apresentações dos outros alunos (8 por aluno) – 20%
Conceito A – nota final entre 8 e 10
Conceito B – nota final entre 6 e 8 

Conceito C – nota final entre 4 e 6

Ementa do curso

Introdução a modelos dinâmicos: revisão de inferência para dados normais, extensões para dados multivariados (cap. 15) , para dados não normais (WHM, 1987) e para modelos não-lineares (cap. 9). Obtenção da moda a posteriori (Singh e Roberts, 1992) para dados não-normais. 

Obtenção da posteriori para ( (parâmetros de estado) e ( (hiperparâmetros) no caso normal. Amostragem single site (Carlin et al, 1992), multimove ( (Shephard, 1994; Carter e Kohn, 1994; Fruewitrth-Schnatter, 1994), multimove ((,() (Gamerman e Moreira, 2002) e reparametrizacao (Gamerman, 1998).

Extensão para a família exponencial (Knorr-Held; Shephard e Pitt;Gamerman)

Modelos espaciais: introdução aos CAMG e CAG. Relação com modelos dinâmicos. Inferência em modelos espaciais.
Filtragem: introdução aos métodos de reamostragem. Monte Carlo sequencial para modelos dinâmicos, comumente chamados de filtros de particulas.  Iniciaremos analisando superficialmente alguns filtros analiticos (Kitagawa, 1987, Pole and West, 1990, e Bolviken e Storvik, 2001), para em seguida nos estudarmos os filtros bootstrap or filtros SIR (Gordon, Salmond and Smith, 1993, Kitagawa, 1996) e os filtros de particulas auxiliares (Pitt and Shephard, 1999), todos assumindo, em geral, que os parâmetros são conhecidos ou estimados em dois estágios, deixando somente os estados dos sistemas para serem analisados.  Recentemente, vários filtros de particulas surgiram para lidar com essa deficiência dos filtros SIR e de particulas auxiliares.  Alguns exemplos são Liu and West (2001), Storvick (2002) e Polson, Stroud and Muller (2002).
Avaliação

1. Trabalhos práticos (60% da nota do curso)
Documentos relatando o modelo, os parâmetros da simulação, parâmetros de priori, parâmetros de tuning dos algoritmos sequenciais e detalhando as contas e, principalmente, contendo os resultados e comparações devem ser escritos e entregues aos Profs. Dani (1º e 2º trabalho) e Hedibert (3º trabalho) até o dia 3/9/2004, impreterivelmente.
1.1 1º trabalho: MCMC em modelos dinâmicos

1.1.1. Comparar na normal esquemas de amostragem single site vs vários multimove (dados lineares e não lineares)
1.1.2. Comparar na família exponencial, WHM com KH ou SP ou G

Tudo com modelo de 1a ordem variando W desde valores proximos de 0 a valores comparáveis a V e diferentes 
1.2 2º trabalho: modelos dinâmicos x modelos espaciais
Comparar amostragem de diferentes modelos de vizinhanca (3,4,... vizinhos) com modelos dinâmicos (2 vizinhos) na normal
1.3 3º trabalho: Monte Carlo sequencial

1.3.1. Tres dos cinco alunos devem implementar os algoritmos sequenciais para os problemas A,B e C de Storvik (2002) Particle filters for state-space models with the presence of unknown static parameters, IEEE Transactions on Signal Processing, 50, 281-289:

A:           yt ~ N(xt ,τ2)

B:           yt ~ Binomial(r,logit ( α+ βxt ))

C:           yt ~ Poisson(xt2)

onde xt ~ N(γ xt-1 ,σ2) para os tres casos.

1.3.2. Os outros dois alunos devem implementar sequencialmente usando vários algoritmos o seguinte modelo fatorial trivariado,

                             yt ~ N( β ft , Σt )

onde β = ( 1 , β2 , β3 )’, Σt = diag(σ1,t2 , σ2,t2, σ3,t2 ), ft ~ N(0, σ4,t2 )  e

     log(σ2i,t) = λi,t ~ N(αi + βi (λi,t-1 - αi ) , τi2), para i=1,2,3,4.

2. Apresentações de artigos (40% da nota do curso)
Cada um dos alunos deve apresentar um dos artigos de cada um dos 2 grupos, e escrever um breve relato de duas páginas sobre os outros artigos.  Os resumos devem ser entregues no dia das apresentacoes orais impreterivelmente.
1º grupo: 
[1] De Jong e Shephard (1995). The simulation smoother for time series models. Biometrika, 82, 339-350.
[2] Koopman e Durbin (2000). Time series analysis of non-Gaussian observations based on state space models from both classical and Bayesian perspectives (com discussão). Journal of Royal Statistical Society, Series B, 62, 3-56.
[3] Durbin e Koopman (2002). A simple and efficient simulation smoother for state space time series analysis. Biometrika, 89.
[4] Chib, Nardari e Shephard  (2004). Analysis of high dimensional multivariate stochastic volatility models.

[5a] Elerian, Chib e Shephard  (2001). Likelihood inference for discretely observed non-linear diffusion. Econometrica, 69, 959-993.
[5b] Johannnes e Polson (2004). MCMC methods for continuous time finantial econometrics(2003). Capítulos 4 e 5.1.
2º grupo: Monte Carlo sequencial
[1] Vermaak, Godsill and Doucet (2003) Bayesian learning using trans-dimensional sequential Monte Carlo (sequential Bayesian kernel regression and radial basis function regression using trans-dimensional sequential Monte Carlo).
[2] Fearnhead (2002) MCMC, Sufficient Statistics, and Particle Filter, JCGS, 11, 848-862.

[3] Stroud, Polson and Mueller Practical Filtering for Sequential parameter learning (practical filtering for stochastic volatility models).
[4] Fearnhead and Clifford (2003). On-line inference for hidden Markov models via particle filters, JRSS-B, 65, 887-899.

[5] Doucet and Tadic Parameter estimation in general state-space models using particle methods.
